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limitada por la carencia de geoinformacién detallada que describa el comportamiento de
los ciclistas y permita la creacion de estrategias adecuadas de planificacién y promocién.
En este estudio presentamos un método para obtener conocimiento sobre los patrones de
movilidad de ciclistas urbanos utilizando datos crowdsourcing, mineria de datos y técni-
cas de visualizacién de geo-informacién. Demostramos la viabilidad del método analizan-
do un afio de datos de la aplicacién Strava METRO en la ciudad de Cuenca, y extrayendo
y visualizando patrones secuenciales generalizados (GSP) de movimiento. Los resultados
evidencian que la aplicacién del método propuesto permite generar informacién relevan-
te para el conocimiento sobre movilidad no motorizada utilizando conjuntos masivos de
datos recolectados con técnicas de crowdsourcing.
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ABSTRACT

Bicycle mobility lead to environmental, economic and health benefits to the population.
Nonetheless, the implementation of bicycle-based transport systems is limited due to lack
of detailed geodata describing the behavior of cyclists in order to build appropriate plan-
ning and promotion strategies. In this study, we present a method to extract knowledge
about urban cyclist’s mobility patterns using crowdsourced geodata, data mining and ge-
odata visualization techniques. We demonstrate the viability of the method by analyzing
a year-long data from the Strava METRO application in the city of Cuenca (Ecuador); and
extracting and visualizing generalized sequential patterns (GSP) of movement. The results
that data mining analysis technique applied to massive datasets allows the generation of
relevant information about the non-motorized mobility knowledge.

Keywords: non-motorized mobility, bikes, crowdsourced geoinformation, generalized se-
quential patterns, collective spatial behavior.
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I. INTRODUCCION

Actualmente, la movilidad no motorizada, sea a pie o en bici-
cleta, se posiciona como una estrategia potente de mitigacién
ante el actual detrimento de la calidad ambiental, econémica,
y de la salud de la poblacién. El predominio de la movilidad
motorizada como medio de transporte y el incremento del
parque automotor, son factores impulsores del aumento de
las emisiones de gas de efecto invernadero, ante lo cual, gru-
pos de expertos a nivel global sugieren a los gobiernos incen-
tivar la inversién en transporte publico, en la construccién
de infraestructura para peatones y ciclistas, a fin de adoptar
sistemas de transporte modales de baja emisién de COZ2. (Sims
R, R. Schaeffer, F. Creutzig, X. Cruz-Nufez, M. D’Agosto, D. Di-
mitriu, M.J. Figueroa Meza, L. Fulton, S. Kobayashi, O. Lah, A.
McKinnon, P. Newman, M. Ouyang, J.J. Schauer, D. Sperling,
and G. Tiwari, 2014). En el campo de la salud, se ha definido
a la bicicleta como un medio de transporte saludable. El uso
de la bicicleta incrementa la condicién fisica de las personas,
mitigando los efectos nocivos del sedentarismo, los cuales se
intensifican con el uso del auto privado (Fishman, 2016).

Ante los beneficios de este medio de transporte, planificado-
res e investigadores se cuestionan como incrementar la movi-
lidad en bicicleta. Varias investigaciones a nivel mundial han
encaminado sus esfuerzos al andlisis de propuestas para el
fomento del uso de la bicicleta. Los resultados evidencian que
la dotacién de infraestructura completa (vias, sefializacién,
iluminacién, parqueaderos, etc.) impacta mas en la movilidad
en bicicleta que la implementacién parcial de esta (Pucher,
Dill, & Handy, 2010). De acuerdo a Fishman (2016), aproxima-
damente al 60% de la poblacién tiene interés en utilizar la bi-
cicleta, pero al mismo tiempo les preocupa hacerlo por la falta
de seguridad. Es clave que las estrategias para incrementar el
numero de usuarios incluyan la implementacién de redes de
ciclovias, complementadas con zonas de parqueo, sefaliza-
cién, iluminacioén, asi como aspectos del como la disminucién
del tréfico vehicular, la accesibilidad a amenidades y servicios
en las rutas, seflalizacién, entre otros, a fin de mejorar la per-
cepcion de seguridad del usuario (Fishman, 2016). En efecto,
los paises que registran mayor actividad de ciclistas cuen-
tan con una infraestructura extensa y segura (Pucher, Dill, &
Handy, 2010). Otros aportes que la investigacién ha hecho se
enmarcan en la obtencién de datos descriptivos y detallados
de la movilidad en bicicleta, como son: el numero de viajes,
su origen y destino, el espacio geografico y temporal, caracte-
risticas demograficas y socioeconémicas de los usuarios, asi
como sus percepciones y motivaciones (Handy, van Wee, &
Kroesen, 2014). No obstante, las ciudades afrontan el desafio
de motivar el uso de la bicicleta como medio de transporte,
con recursos econdémicos limitados. El entender el compor-
tamiento espacial de los ciclistas, permite optimizar esos
recursos e invertir de manera efectiva en la planificacién de
la movilidad no motorizada en bicicleta. Sin embargo, datos
descriptivos que expliquen el comportamiento de los ciclistas
generalmente son escasos, a veces inexistente, y su obtencién
es costosa (Iacono, Krizek, & El-Geneidy, 2010).

DATOS CROWDSOURCING Y LA MOVILIDAD EN BICICLETA

La aparicién de datos abiertos y Big Data, representa un
instrumento idéneo tanto para planificadores urbanos y de
transporte, asi como para la comunidad cientifica que se en-
foca en el estudio de la movilidad no motorizada en bicicleta,
al ser informacién geolocalizada disponible, de rapida ex-
pansién y muchas veces, de acceso abierto. En el &mbito del
estudio de la movilidad en bicicleta, estos recursos han sido
ampliamente utilizados. Aspectos como el tréfico, los flujos,
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el comportamiento, los modos de transporte, tipos de viaje,
entre otros, han sido medidos con datos provenientes del sis-
tema de geo-localizacién espacial. Estos han sido analizados y
complementados con el uso de sistemas de informacién geo-
grafica, plataformas virtuales, dispositivos méviles, teléfonos
moviles inteligentes, y aplicaciones méviles de informacién
geografica voluntaria y crowdsourcing. Esta udltima, ha sido
ampliamente usada por ciclistas, permitiendo la recoleccién
masiva de datos. Entre las aplicaciones mas populares estan
Endomondo, MapMyRide y Strava. Actualmente empresas
como Strava METRO, comercializan estos datos para la plani-
ficacién e investigacién sobre movilidad no motorizada (Ro-
manillos, Austwick, Ettema, & De Kruijf, 2015). De hecho, en
los ultimos, varios estudios los han utilizado para identificar:
patrones de tiempo de los viajes, frecuencias, tipos de viaje,
rutas origen-destino (Selala & Musakwa, 2016), volumen de
trafico de ciclistas y su asociacién con factores del entorno
(Jestico, Nelson, & Winters, 2016), evaluacién de interven-
ciones en la infraestructura de la movilidad no motorizada
(Heesch & Langdon, 2016), el rol de la movilidad en bicicleta
en la actividad fisica (Handy et al., 2014), entre otros. El resul-
tado de estas investigaciones evidencia que la informacién
crowdsourcing de Strava es util (Heesch & Langdon, 2016;
Jestico et al., 2016; Romanillos et al., 2015; Selala & Musakwa,
2016). Comparada con otras metodologias de recoleccién de
datos, como el conteo manual, la informacién proporcionada
por Strava es util (Jestico et al., 2016), no solo por la cantidad
de datos, sino por la capacidad de abarcar simultdneamen-
te escalas mayores, apropiadas para la planificacién urbana
(Griffin & Jiao, 2015). Sin embargo, se advierte no considerar
los datos crowdsourcing como una muestra representativa de
la poblacién de ciclistas, ni una manera de identificar ciclistas
potenciales (Griffin & Jiao, 2015; Romanillos et al., 2015). Quie-
nes utilizan este tipo de aplicaciones generalmente son per-
sonas interesadas en conocer su condicion fisica, sus rutas, la
calidad de aire, etc. Esta falta de representatividad se traduce
a términos de localizacién geografica, aspectos demograficos
y socioeconémicos (Romanillos et al., 2015). De hecho, estu-
dios han demostrado que el numero de viajes identificados
con la aplicacién se relaciona con el nivel de ingreso de sus
usuarios (Selala & Musakwa, 2016).

Los datos crowdsourcing aportan principalmente a los pla-
nificadores y tomadores de decisiones; es informacién que
les permite mejorar el entendimiento del comportamiento
espacial de los ciclistas, y tener un acercamiento a las cuali-
dades espaciales de sus rutas preferidas y de las que evitan,
siendo insumos importantes para el disefio y planificacién de
infraestructura de movilidad en bicicleta, y para el monitoreo
de la existente. Pocos son los estudios que se han enfocado
en el campo de la planificacién urbana, y en el desarrollo de
metodologias para analizar las rutas registradas (Romanillos
et al, 2015). En este sentido, es importante considerar que, si
bien la informacién de estas bases de datos se caracteriza por
su nivel de detalle, su utilidad sélo se manifiesta una vez que
se detectan y se visualizan patrones que evidencian el com-
portamiento colectivo espacial de los ciclistas.

DETECCION DE PATRONES DE MOVILIDAD EN BICICLETA

Los datos crowdsourcing de actividades en bicicleta, por si
solos, no evidencian patrones que describen las rutas prefe-
ridas por el colectivo de ciclistas, sino unicamente las rutas
individuales agregadas y anonimizadas. Al respecto, la mine-
ria de datos ofrece algoritmos enfocados al analisis de datos
espaciales de trayectoria, que permiten extraer conocimiento
de conjuntos de datos. La mineria de datos de patrones de
trayectoria facilita el andlisis de patrones de movimiento de



un gran volumen de datos espaciales, identificando patrones
donde varios individuos se mueven en conjunto, patrones de
rutas o espacios comunes (clusters) de objetos en movimien-
to, patrones de periodicidad, y patrones secuenciales de una
trayectoria o de un conjunto de trayectorias (Zheng, 2015). La
mineria de patrones secuenciales es un proceso que extrae
patrones secuenciales especificos cuyo valor de soporte ex-
cede un valor minimo de soporte predeterminado. Los patro-
nes extraidos con este proceso son secuencias que describen
comportamientos comunes utiles para propésitos como: la
deteccién de rutas apropiadas, predecir localizaciones, enten-
der trayectos, etc., para diferentes propdsitos en varios cam-
pos de las ciencias (Orellana, Bregt, Ligtenberg, & Wachowicz,
2012/6; Slimani & Lazzez, 2013; Zheng, 2015). La deteccién de
aspectos comunes se ejecuta en base a un orden relativo y no
absoluto (Orellana et al., 2012). Existen cinco algoritmos base
para la extraccién de los patrones secuenciales: Apriori-li-
ke-algorithm, Breadth First Search-based algorithm, Despth
First Search-based algorithm, incremental-based-algorithm y
closed sequential patterns based algorithm; a partir de estos
se han desarrollado una serie de algoritmos que los han per-
feccionado (Slimani & Lazzez, 2013). Es el caso del algoritmo
BIDE, desarrollado para extraer patrones secuenciales gene-
ralizados (GSP), en base al esquema de control de cierre de
secuencias denominado BI_Directional Estension. Su eficacia
radica en no necesitar un candidato (conjunto de patrones
secuenciales generalizados) para identificar o validar nuevos
patrones, lo que optimiza el uso de memoria en su proceso
(Wang & Han, 2004). La relevancia de los GSPs se determina
en base a un analisis exploratorio y a criterios subjetivos y ob-
jetivos. Los criterios son objetivos cuando su andlisis se basa
en datos crudos y en la aplicacién de teorias de probabilidad,
de estadistica, o de informacién. Los criterios son subjetivos
cuando en su analisis intervienen los datos y el usuario de los
datos, ante el cual la novedad y la sorpresa queda a su juicio
en base a conocimientos adquiridos. (Geng & Hamilton, 2006).

MOVILIDAD NO MOTORIZADA EN CUENCA

La ciudad de Cuenca, es la tercera cabecera cantonal mas im-
portante del Ecuador y se localiza en la zona montanosa de
los Andes al sur del pais. La ciudad crece de manera dispersa,
continua y con baja densidad. Esta formada por 15 parroquias
urbanas y 21 parroquias rurales. Siguiendo las tendencias glo-
bales, en Cuenca, la movilidad motorizada es la que predomi-
na como medio de transporte; el crecimiento del parque auto-
motor ha incrementado al 11% anual, y consecuentemente, la
disminucién de la calidad del aire, considerando que el sector
del transporte representa el 57% de emisiones de gases efecto
invernadero local, llegando a indices de contaminacién ain
menores a la norma establecida por el Ministerio del Ambien-
te del Ecuador (BID, 2015). El panorama para la movilidad no
motorizada en Cuenca no es alentador; el 24% de la poblacién
se desplaza a pie, y apenas el 1% en bicicleta (“Colectivo Cuen-
ca Ciudad para Vivir,” 2016). El gobierno local ha desarrollado
proyectos para motivar el uso de la bicicleta como transporte
publico, mediante la “Red Urbana de Ciclovias” y la “Bicicleta
Publica para Cuenca” (BID, 2015), y desde el 2012 se incorpora
parcialmente infraestructura para bicicletas en la ciudad. Los
estudios realizados han favorecido a identificar el perfil del
usuario (género, edad, ocupacion, etc.) de diferentes medios de
transporte, los viajes origen-destino, las caracteristicas de los
viajes (tiempo, motivo, medio de transporte) (GAD Municipal
del Cantén Cuenca, 2015), entre otros aspectos; sin embargo,
muy poco se conoce en relacién a las trayectorias individua-
les y las rutas mas frecuentadas por el colectivo de ciclistas
en Cuenca, es decir, sobre su comportamiento espacial. Es asi,
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que en el marco del proyecto “Pies y Pedales”, desarrollado
por el grupo de investigacién LlactaLAB - Ciudades Susten-
tables de la Universidad de Cuenca, proponemos detectar,
extraer y visualizar patrones secuenciales generalizados de
movilidad de ciclistas de la zona urbana de Cuenca, utilizando
datos crowdsourcing de la aplicacién Strava METRO, algorit-
mos de mineria de datos y técnicas de visualizacién, con la
finalidad de brindar una metodologia que permita construir
conocimiento sobre la movilidad no motorizada en bicicleta.

II. METODOLOGIA

La metodologia utilizada en este articulo se basa en el enfo-
que de analisis exploratorio de datos espaciales (ESDA) para
detectar e interpretar patrones de movimiento a fin de enten-
der el comportamiento espacial de los usuarios de la bicicleta
en el area urbana de Cuenca. El enfoque metodolégico con-
sistié en tres fases principales: La primera, la extraccion y
preprocesamiento de datos crowdsourcing de las trayectorias
de ciclistas de la zona urbana de Cuenca. La segunda, la apli-
cacién del algoritmo BIDE para extraer los patrones secuen-
ciales generalizados (GSPs) de movimiento que representan
rutas frecuentes de los lugares por los que los ciclistas cruzan
durante sus viajes. Finalmente, el analisis de las propiedades
principales de los patrones extraidos: tamafio, soporte, locali-
zacion y relacion con variables socioeconémicas.

A. EXTRACCION Y PREPROCESAMIENTO DE DATOS
CROWDSOURCING

Strava METRO es un servicio de datos que ofrece informacién
geografica, temporal y descriptiva del movimiento de ciclistas
y peatones de un area geografica especifica, compatible con
diferentes ambientes de Sistemas de Informacién Geografica
(SIG) (Strava, 2015). La informacién fue recolectada por usua-
rios de la aplicacién Strava, en teléfonos méviles inteligentes
que permite monitorear las trayectorias a pie o en bicicleta.
Los datos recolectados son pre-procesados, agregados y ano-
nimizados por el proveedor de datos y ofertados como infor-
macién para la planificacién urbana. Se adquirié un conjunto
de datos para la ciudad de Cuenca para el periodo Agosto 2014
- Julio 2015. El conjunto de datos consiste en tres productos
principales: a) Streets, representa datos agregados de un mi-
nuto por cada Edge en una red de calles obtenidas de OpenS-
treetMap; b) Nodes, similares a los Edges pero agregados por
interseccién de calles con informacién acerca del tiempo de
espera, y ¢) Origen/Destino (OD) el cual se deriva de las Streets
y de los reportes de origen y destino, asi como las localidades
intermedias de cada viaje. Estas localidades son agregadas
dentro de sectores censales para preservar el anonimato de
los usuarios y para luego comparar con datos socioeconémi-
cos. El analisis descrito en este articulo se enfoca en el pro-
ducto OD, del cual extrajimos las secuencias correspondientes
ala ciudad de Cuenca, para aplicar un andlisis exploratorio de
los viajes en bicicleta que inician en la zona urbana.

Debido al potencial sesgo socioeconémico de estos datos,
analizamos la correlacién de la frecuencia de origenes de via-
jes con el estatus socioeconémico. Para esto se calculé para
cada sector censal el Indice de Condiciones de Vida (ICV), el
cual resume las condiciones de vida de la poblacién y su esta-
tus socioecondémico (Orellana & Osorio, 2014).

Todos los datos fueron procesados en R (R project, 2015) y
QGIS (QGIS, 2017).
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B. EXTRACCION DE PATRONES SECUENCIALES
GENERALIZADOS

Los patrones secuenciales generalizados (GSPs) pueden ser
definidos como frecuencias de secuencias generalizadas que
pueden ser encontradas en conjuntos de eventos ordenados
temporalmente (Agrawal & Srikant, 1995). La palabra genera-
lizado implica, por un lado, que los eventos ocurrieron en un
orden relativo mas que en uno absoluto, y por otro lado, que
la deteccién de secuencias frecuentes podria tener eventos
intermedios presentes inicamente en algunas de las secuen-
cias originales. Un ejemplo ilustrativo de GSP es representado
en la Figura 1. A la izquierda se encuentran 5 secuencias de
numeros (sl..s5). A la derecha, cuatro GSPs fueron detecta-
dos. La secuencia generalizada mas comun (GSP1: 5, 6) se en-
cuentra en todas las secuencias originales, mientras que en
la segunda (GSP2: 5, 6, 1) se encuentra en cuatro de las cinco
secuencias originales. El valor de soporte de un GSP indica
la razén entre el nimero de secuencias en la que el GSP es
encontrado y el nimero total de secuencias del conjunto de
datos.

sl: 1,2,3,5,6,3,1 GSP1: 5,6 (support = 1)
s2:1,2,4,5,6,1 GSP2: 5,6,1 (support = 0.8)
s3:1,5,6,7,9 GSP3: 1,5,6 (support = 0.6)
s4:2,5,3,6,1 GSP4: 2,5,6 (support = 0.6)
§5:4,5,6,1

Figura 1. Ejemplo de patrones secuenciales generalizados extraidos de
un conjunto de secuencias de eventos.

En nuestro caso, cada secuencia es un viaje en bicicleta con
todos los sectores censales, y en el orden en el que estos fue-
ron recorridos. Por lo tanto, la misién de este andlisis es en-
contrar rutas frecuentes seguidas por los ciclistas. La inter-
pretacion del ejemplo provisto en la Figura 1. en términos de
comportamiento espacial es que todos los viajes fueron del
sector censal 5 al sector censal 6, a pesar del lugar en el que
estuvieron antes, después o en la mitad de estos tramos. Ana-
lizar los GPSs en lugar de las secuencias originales nos permi-
te un mejor exploracién y entendimiento del comportamiento
de la movilidad colectiva.

Los GSPs fueron extraidos usando el algoritmo BIDE+, imple-
mentado en Sequential Pattern Mining Framework (SPMF)
(Fournier-Viger et al. 2016). La ventaja del algoritmo BIDE+ es
que evita la redundancia al extraer solo los patrones secuen-
ciales “cerrados’, i.e. secuencias que no estan contenidas en
otras secuencias que tiene el mismo valor de soporte. Un pa-
trén cerrado produce una clase equivalente de patrones que
comparten el mismo cierre, y aquellos patrones estan parcial-
mente ordenados, es decir, de acuerdo a la relacién de inclu-
sién. Los elementos mas pequerios en la clase equivalente son
llamados generadores minimos, y el inico elemento maximo
es llamado patrén cerrado (Fournier-Viger et al,, 2008). Los
GSPs cerrados, fueron extraidos con un valor minimo de so-
porte igual a 0.14 (es decir, que aparece en al menos el catorce
por ciento de los viajes). Los GPSs resultantes fueron exporta-
dos a un archivo separado por comas para un mayor analisis.

C. EXPLORACION Y VISUALIZACION DE LOS GSPS

Con el fin de interpretar los GSPs y obtener conocimiento so-
bre el comportamiento de la movilidad colectiva de los usua-
rios de bicicleta en la zona urbana de Cuenca, los patrones
extraidos fueron analizados de acuerdo a sus propiedades in-
trinsecas: tamafio, soporte y frecuencia. Finalmente, los GPSs
y sus propiedades destacadas fueron representadas usando
la técnica de visualizacién Flow maps, que representan mo-
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vimientos colectivos entre localidades, y son especialmente
adecuado para visualizar patrones de movimientos secuen-
ciales generalizados (Orellana et al., 2012).

III. RESULTADOS

Del conjunto de datos, filtramos los viajes en bicicleta que ini-
cian unicamente en los sectores censales de la zona urbana
de Cuenca, sin distincién del tipo de viaje. Obtuvimos 4939
secuencias (viajes), cuyas trayectorias se componen de 3 a
429 localidades; es decir, existen viajes en los que un ciclista
cruza por 429 sectores censales. Se identificé que, a pesar que
los viajes inician en la zona urbana, muchos de ellos realizan
parte de su trayectoria, por la zona periurbana de Cuenca.
Como se puede observar en la Figura 2, al visualizar en con-
junto los viajes registrados, su analisis se dificulta, razén por
lo cual fue necesario aplicar las técnicas de mineria de datos
para extraer informacién util.

— Secuencias (Vigjes)

—— Area urbana

— Area periurbana

//
£ il I

Figura 2. Mapa de viajes en bicicleta originados en la zona urbana de
Cuenca y registrados por la aplicacién mévil Strava.

En cuanto a la relacién entre la frecuencia de origen de viajes
y el Indice de Condiciones de Vida (ICV) en los sectores cen-
sales, se evidencié una correlacién positiva leve pero estadis-
ticamente significativa, lo cual confirmaria el sesgo socioe-
condmico del conjunto de datos (Figura 3). Los sectores con
mayores condiciones de vida son también aquellas donde se
originan el mayor numero de viajes (Figura 4).
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Figura 3. Relacién entre la frecuencia de los sectores origen y su ICV (r
= 0,31, p-valor < 0.0001).

El algoritmo BIDE+ extrajo 1365 patrones secuenciales gene-
ralizados (GSP) con un soporte minimo de 0.10. (Figura 5), ca-
racterizados por tener un tamaro de 8 localidades (Figura 6),
y un valor de soporte inferior a 0,3 (Figura 7). En el mapa de



flujos, se evidencia que los GSPs se ubican al noreste (Sectores
de Monay, Capulispamba, Challuabamba,), y al sur (Sectores
de El Ejido y Control Sur) de la zona urbana de Cuenca, exten-
diéndose hacia algunos sectores de su periferia. En relacién a
los patrones de movimiento de origen y destino, se identificé
316 rutas compuestas por dos localidades (correspondientes
al origen y destino), de las cuales las méas frecuentes también
se concentran en la zona noreste de la ciudad, y se direccio-
nan al norte y sur, y hacia sectores externos al limite urbano
(Figura 8).

Figura 5. Mapa de Patrones Secuenciales Generalizados de la movili-
dad en bicicleta en Cuenca.

1
1 2 3 4 5 6 7 8

Nuamero de localidades de los GSPs

Frecuencia
100 200 300

0

Figura 6. Numero de localidades de los Patrones Secuenciales Genera-
lizados y su frecuencia
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Figura 4. Mapa de los sectores de Cuenca donde se inician los viajes
en bicicleta
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Generalizados.
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Figura 8. Rutas origen-destino mas frecuentes identificadas en los patrones secuenciales generalizados de la movilidad en bicicleta en Cuenca.

IV. CONCLUSIONES

En este articulo presentamos una metodologia para detectar
patrones secuenciales generalizados de movilidad de ciclistas
a partir de datos crowdsourcing. La extraccién y pre-proce-
samiento de estos datos produjo informacién descriptiva de
la movilidad en bicicleta, tal como el nimero de viajes en la
zona urbana de Cuenca que se han registrado en la aplica-
cién Strava durante el periodo de un afio, y el tamano de los
trayectos de acuerdo al ndmero de sectores censales que han
cruzado en cada viaje. Al explorar la relacién del ICV de los
sectores censales con el numero de actividades en bicicleta
hemos encontrado una correlacién estadisticamente signifi-
cativa, lo cual confirmaria un sesgo socioeconémico en los
datos que se debe tener en cuenta para la interpretacién de
los patrones. Adn asi, los patrones detectados en los datos de
Strava podrian ser indicadores de la cantidad de actividad ci-
clistica en general (Jestico et al., 2016).

Por otro lado, los patrones secuenciales generalizados (GSPs)
detectados, describen aspectos comunes de las trayectorias
registradas por el colectivo de ciclistas en la aplicacién Stra-
va. De acuerdo a los valores de soporte, tamafio y frecuencia
de los GSPs, las rutas mas comunes de la movilidad de ciclis-
tas se caracterizan por ser trayectos cortos, que carecen de
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localidades intermedias destacadas. El valor de soporte bajo,
también indica que la preferencia de rutas de los ciclistas es
diversa.

A diferencia de las rutas descritas por los datos crowdsour-
cing, los GSPs permiten visualizar y localizar en el 4rea de es-
tudio, las rutas comunes de la movilidad de ciclistas, lo que
ofrece un acercamiento a las zonas urbanas de Cuenca claves
para la planificacién de infraestructura para la movilidad no
motorizada en bicicleta. La metodologia presentada permite
obtener insumos relevantes del comportamiento espacial de
los ciclistas en base a datos crowdsourcing, mineria de da-
tos y visualizacién, la cual es aplicable a conjuntos de datos
provenientes de diferentes fuentes de recoleccién de infor-
macioén georeferenciada. Para aprovechar el potencial de esta
metodologia, y generar conocimiento sobre el comportamien-
to espacial colectivo de los ciclistas de una poblacién especifi-
ca, es necesario orientar esfuerzos para generar informacion
georeferenciada de aquellos ciclistas que no tienen acceso a
tecnologias mdviles. En cuanto al sesgo que representan los
datos de Strava, es importante profundizar en el estudio de
los perfiles de usuarios potenciales de bicicleta en un contex-
to especifico, para relacionar y definir el papel que cumplen
los usuarios de Strava en ese contexto y el conocimiento que
aportan al mismo.
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